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RESUMO 

Sistemas de visão multi-câmera apresentam desafios específicos relacionados a 
oclusões, sincronização de vistas e associação inter-câmera, aspectos que detectores 
monoculares não tratam de forma nativa. Este trabalho tem por objetivo identificar quais 
arquiteturas de aprendizado profundo são utilizadas no processamento de imagens 
provenientes de múltiplas câmeras, por meio de revisão bibliográfica da literatura. A 
análise organiza os modelos em três eixos principais: detectores convolucionais de dois 
e um estágio, detectores baseados em Transformers e arquiteturas multi-câmera com 
estratégias de fusão tardia ou processamento end-to-end. Os resultados indicam que 
mecanismos de auto-atenção favorecem a modelagem de dependências entre 
diferentes vistas, enquanto abordagens sem Non-Maximum Suppression (NMS) — 
técnica de pós-processamento para eliminação de caixas delimitadoras redundantes — 
reduzem limitações associadas à supressão de detecções válidas em cenários com 
campos de visão sobrepostos. Observa-se ainda que pipelines de fusão tardia, como a 
Multi-View Convolutional Neural Network (MVCNN) e o sistema de rastreamento multi-
câmera de Zheng et al., oferecem maior compatibilidade com infraestruturas existentes, 
ao passo que arquiteturas end-to-end, como o MV-HFMD e o HMDMV, reduzem a 
propagação de erros, embora exijam maior capacidade computacional e conjuntos de 
dados multi-câmera anotados. Conclui-se que a escolha arquitetural deve considerar 
os requisitos de latência, acurácia, infraestrutura disponível e disponibilidade de dados 
do cenário aplicado. 

Palavras-chave: Visão Multi-Câmera; Aprendizado Profundo; Detecção de Objetos; 
Classificação Multi-Vista. 
 

DEEP-LEARNING ARCHITECTURES FOR MULTI-VIEW SYSTEMS: review 

ABSTRACT 

Multi-camera vision systems present specific challenges related to occlusions, view 
synchronization, and inter-camera association — aspects that monocular detectors do 
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not natively address. This work aims to identify which deep learning architectures are 
employed in the processing of images from multiple cameras, through a bibliographic 
review of the specialized literature. The analysis organizes the models along three main 
axes: two-stage and single-stage convolutional detectors, Transformer-based 
detectors, and multi-camera architectures with late fusion strategies or end-to-end 
processing. The results indicate that self-attention mechanisms favor the modeling of 
dependencies across different views, while Non-Maximum Suppression (NMS)-free 
approaches — a post-processing technique for eliminating redundant bounding boxes 
— reduce limitations associated with the suppression of valid detections in scenarios 
with overlapping fields of view. It is further observed that late fusion pipelines, such as 
the Multi-View Convolutional Neural Network (MVCNN) and Zheng et al.'s multi-camera 
tracking system, offer greater compatibility with existing infrastructures, whereas end-
to-end architectures, such as MV-HFMD and HMDMV, reduce error propagation, albeit 
requiring greater computational capacity and annotated multi-camera datasets. It is 
concluded that the architectural choice must consider the latency, accuracy, available 
infrastructure, and data availability requirements of the target scenario. 

Key words: Multi-Camera Vision; Deep Learning; Object Detection; Multi-View 
Classification. 
 
 

 

1 INTRODUÇÃO 

A visão computacional é uma área da inteligência artificial dedicada a sistemas 

capazes de extrair e interpretar informações visuais a partir de imagens, de modo 

análogo ao sistema visual humano (Zou et al., 2023). Combina processamento de 

sinais, aprendizado de máquina e geometria projetiva para identificar o que está em 

uma cena, onde se localiza e como os elementos se relacionam (Munsif et al., 2025), 

viabilizando o reconhecimento automatizado de padrões sem intervenção humana 

(Cao et al., 2025). 

Entre suas tarefas, a detecção de objetos identifica a classe semântica e a 

localização espacial de um objeto por meio de uma caixa delimitadora (Cao et al., 

2025; Zou et al., 2023), servindo de base para segmentação, rastreamento e 

compreensão de cenas, com aplicações em direção autônoma (Grigorescu et al., 

2020), vigilância (Munsif et al., 2025), robótica (Wang et al., 2026) e inspeção 

industrial (Bhavanasi et al., 2025). 
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No contexto industrial, a visão de máquina surgiu para superar limitações da 

inspeção visual humana, como fadiga e variações em processos de alta velocidade 

(Hütten et al., 2024), sendo integrada à Indústria 4.0 por meio de sensores, robôs e 

sistemas de rastreabilidade (Javaid et al., 2022). As primeiras aplicações 

empregavam técnicas de processamento de imagens, como limiarização e detecção 

de bordas, eficazes em ambientes controlados (Bhatt et al., 2021), mas com 

generalização limitada. 

Diante dessas limitações de generalização, o aprendizado profundo emergiu 

como alternativa, permitindo que modelos aprendessem características diretamente 

dos dados, com redes neurais convolucionais (CNNs — convolutional neural 

networks) ocupando posição central em classificação, detecção e segmentação 

(Abbas et al., 2025; Diwan; Anirudh; Tembhurne, 2023; Nasir et al., 2025), enquanto 

Vision Transformers vêm sendo explorados em inspeção de semicondutores e 

monitoramento de máquinas de Controle Numérico Computadorizado (CNC) (Hütten 

et al., 2024; Radhakrishnan et al., 2025; Akele; Gurau, 2026). 

Muitos sistemas industriais ainda operam com imagens monoculares, 

configuração de menor custo, porém limitada em tarefas que exigem percepção 

espacial e análise tridimensional (Dong; Sheng, 2019). Abordagens de câmera única 

enfrentam oclusões, variações de ponto de vista e campo de visão restrito (Perez 

Soler et al., 2025), além de ambiguidade de profundidade (Kamali et al., 2026). Esses 

fatores motivaram o desenvolvimento de sistemas multi-câmera, que integram 

perspectivas complementares e apoiam tarefas de reconstrução tridimensional e 

inspeção de superfícies (Kamali et al., 2026). 

Embora existam revisões sobre detecção de objetos com aprendizado 

profundo (Zou et al., 2023; Cao et al., 2025) e sobre classificação multi-view 

(Berahmand et al., 2025; Yu et al., 2025), os trabalhos disponíveis cobrem o campo 

de forma ampla, sem recortar o cenário de câmeras calibradas nem tratar a detecção 

como componente do pipeline. Esta pesquisa busca preencher essa lacuna ao 

identificar quais arquiteturas de aprendizado profundo têm sido utilizadas para a 
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classificação cross-view em sistemas multi-câmera com vistas estruturadas e quais 

estratégias de fusão se mostram adequadas para integrar essas perspectivas em 

aplicações industriais, articulando detecção, fusão e classificação. 

 

2 FUNDAMENTAÇÃO TEÓRICA 
 

Esta seção apresenta os fundamentos teóricos necessários à compreensão 

das arquiteturas de aprendizado profundo para sistemas multi-câmera. Inicia-se com 

a trajetória histórica da detecção de objetos, da atribuição manual de características 

ao aprendizado profundo, seguida pela descrição dos principais componentes 

arquiteturais — backbones, detectores de dois e um estágio, e detectores baseados 

em Transformers. Em sequência, são apresentados os conjuntos de dados e métricas 

de avaliação relevantes, encerrando com a fundamentação sobre arquiteturas multi-

câmera e estratégias de fusão de vistas. 

2.1 Atribuição de características manuais ao aprendizado profundo 

No início dos anos 2000, o campo da detecção de objetos foi dominado por 

métodos baseados em características desenhadas manualmente (handcrafted 

features) combinadas com a técnica de janelas deslizantes, em que um descritor fixo 

era deslocado sobre toda a imagem em múltiplas escalas para identificar regiões 

contendo objetos (Zou et al., 2023). 

Esses detectores apresentavam limitações fundamentais: a capacidade 

representacional dos descritores manuais era insuficiente para capturar a 

variabilidade visual de cenas reais, e a baixa eficiência computacional dos sistemas 

da época tornava-os particularmente frágeis em cenários com oclusão e variação de 

aparência (Cao et al., 2025). 

Entre os principais algoritmos dessa época, destacam-se o detector Viola-

Jones (Viola; Jones, 2004), que foi o primeiro a realizar detecção facial em tempo real, 

apoiando-se em imagens integrais, seleção de características via AdaBoost e 
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cascatas de classificadores. Em 2005, o descritor HOG (Histogram of Oriented 

Gradients) introduziu uma representação baseada em histogramas de gradientes 

orientados normalizados localmente, tornando-se referência para detecção de 

pedestres (Dalal; Triggs, 2005). O ápice dos detectores de caracterização manual foi 

o DPM (Deformable Part-based Model), vencedor das competições PASCAL VOC de 

2007 a 2009, que decompunha objetos em partes deformáveis (Felzenszwalb et al., 

2010). 

Em 2012, Krizhevsky, Sutskever e Hinton (2012) propuseram a AlexNet, 

inaugurando as pesquisas em detectores de aprendizado profundo. Sendo a primeira 

rede neural profunda a incorporar camadas convolucionais em larga escala, com 

função de ativação Rectified Linear Unit (ReLU) e regularização por dropout, a 

AlexNet demonstrou que CNNs podiam aprender representações hierárquicas de 

bordas e texturas nas camadas iniciais até partes de objetos e categorias semânticas 

nas camadas profundas. Essa capacidade ofereceu uma alternativa decisiva aos 

descritores manuais, respondida em 2014 pelo R-CNN (Region-based Convolutional 

Neural Network) (Girshick et al., 2014), que inaugurou os detectores modernos 

baseados em aprendizado profundo. 

Mais recentemente, os Transformers introduzidos por Vaswani et al. (2017), 

originalmente desenvolvidos para processamento de linguagem natural, foram 

adaptados para visão computacional, profundamente afetando todo o campo. O 

Vision Transformer (ViT) divide a imagem em quadros não sobrepostos projetados 

em embeddings de tokens (Dosovitskiy et al., 2021). 

Diferente das CNNs, os Transformers utilizam mecanismos de auto-atenção 

que permitem modelar relações globais entre todas as regiões da imagem desde a 

primeira camada, oferecendo um campo receptivo de escala global conforme ilustrado 

na Figura 1. 

Atualmente, as dez melhores abordagens de detecção no conjunto de dados 

COCO (Common Objects in Context) (Lin et al., 2014) são baseadas em 

Transformers, e a diferença de desempenho entre Transformers e CNNs vem se 
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ampliando gradualmente (Cao et al., 2025). 

Figura 1 — Vision Transformer (ViT) Process 

 

Fonte: Adaptado de Dosovitskiy et al. (2021). 

2.2 Backbones: Extratores de Características 

Os backbones são sub-redes responsáveis por extrair representações 

hierárquicas de características (features) das imagens, constituindo o componente 

fundamental sobre o qual os detectores modernos são construídos (Cao et al., 2025; 

Zou et al., 2023). Esses extratores derivam das CNNs, que processam a imagem por 

meio de camadas convolucionais sucessivas em vez de operar diretamente sobre os 

pixels brutos (Krizhevsky; Sutskever; Hinton, 2012). 

Cada camada aplica filtros (kernels) que percorrem toda a imagem para 

detectar padrões locais, seguidos de ativações ReLU, que introduzem não-linearidade 

(Krizhevsky; Sutskever; Hinton, 2012), e de operações de pooling, que reduzem a 

resolução espacial e conferem invariância parcial a translações (Zaidi et al., 2022).O 

empilhamento sucessivo dessas operações constrói a hierarquia de características 

citada, das bordas e texturas nas camadas iniciais às estruturas semânticas nas 

camadas profundas (Krizhevsky; Sutskever; Hinton, 2012; Zou et al., 2023). 

A Figura 2 ilustra essa sequência: a etapa de extração de características, 

composta por convoluções, ativações ReLU e pooling, antecede o achatamento e as 

camadas totalmente conectadas, responsáveis pela classificação. Nos detectores, o 
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backbone corresponde precisamente a essa porção convolucional de extração, sobre 

a qual são acoplados os módulos de detecção (Cao et al., 2025). 

Figura 2 — Sequência de uma CNN 

 

Fonte: Adaptado de Demir (2022). 

A partir da AlexNet (Krizhevsky; Sutskever; Hinton, 2012), essas arquiteturas 

evoluíram em profundidade, eficiência e capacidade de modelagem global. O 

VGGNet (Simonyan; Zisserman, 2014) consolidou filtros 3×3 empilhados como 

padrão; o MobileNet (Howard et al., 2017) e o EfficientNet (Tan; Le, 2019) priorizaram 

eficiência computacional por meio de convoluções separáveis e escalonamento 

composto, respectivamente. Com os Transformers, o Swin Transformer (Liu et al., 

2021) introduziu atenção em janelas deslocadas com complexidade linear, enquanto 

o YOLO11 (Ultralytics, 2024) convergiu os dois paradigmas com o módulo C2PSA 

(Cross-Stage Partial with Self-Attention). A Tabela 1 sintetiza essas contribuições. 

Tabela 1 – Comparativo de backbones 

Backbone Ano Paradigma Principal contribuição 

VggNet 2014 CNN Filtros 3×3 empilhados, estabelecendo padrão de 

profundidade uniforme 

MobileNet 2017 CNN Convoluções separáveis em profundidade para 

dispositivos móveis 

EfficientNet 2019 CNN Escalonamento composto de profundidade, largura e 

resolução 
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Swin 

Transformer 

2021 Transformer Janelas deslocadas com complexidade linear e 

representação hierárquica multi-escala 

YOLO11 

(backbone) 

2024 Híbrido (CNN 

+ atenção) 

Módulo C2PSA integrando auto-atenção leve a 

arquitetura convolucional 

Fonte: Adaptado de Cao et al. (2025) e Zou et al. (2023). 

2.3 Detectores de Dois Estágios 

Os detectores de dois estágios seguem um paradigma hierárquico do grosseiro 

ao fino (coarse-to-fine), a primeira etapa identifica regiões candidatas de interesse, 

com foco em alta revocação, enquanto a segunda etapa realiza classificação e 

regressão refinada das caixas, enfatizando a capacidade discriminativa (Cao et al., 

2025). 

Embora alcancem alta acurácia, esses detectores têm uso limitado em 

aplicações de tempo real devido à sua menor velocidade e maior complexidade 

computacional. A Tabela 2 sintetiza a evolução arquitetural dos principais modelos 

dessa família, da proposta original de regiões R-CNN ao refinamento progressivo em 

múltiplos estágios Cascade R-CNN. 

Tabela 2 – Comparativo de detectores de dois estágios 

Detector Ano Principal contribuição 

R-CNN 2014 Primeira aplicação de CNNs à detecção; uso de selective search para 

propostas de região 

SPPNet 2014 Camada de Spatial Pyramid Pooling, eliminando a necessidade de 

redimensionar regiões e acelerando a inferência 

Fast R-CNN 2015 Treinamento conjunto de classificação e regressão; introdução do 

RoI Pooling 

Faster R-CNN 
2015 Region Proposal Network (RPN) integrada à rede principal; pipeline 

end-to-end 

Cascade R-CNN 2018 Refinamento progressivo em múltiplos estágios com limiares de IoU 

crescentes 

Fonte: Adaptado de Cao et al. (2025) e Zou et al. (2023). 

2.4 Detectores de Um Estágio e a Revolução do YOLO 

Os detectores de um estágio prescindem da etapa de geração de propostas, 

prevendo diretamente as coordenadas de caixas delimitadoras e as probabilidades 
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de classe a partir de mapas de características multi-escala em uma única passagem 

pela rede, paradigma estabelecido por trabalhos seminais como o YOLO (You Only 

Look Once) (Redmon et al., 2016) e o SSD (Single Shot MultiBox Detector) (Liu et al., 

2016). Essa simplificação arquitetural reduz a complexidade computacional, 

viabilizando o processamento em tempo real (Zou et al., 2023). 

A série YOLO consolidou o paradigma de um estágio por meio de iterações 

sucessivas que estabeleceram um padrão arquitetural sistemático em três 

componentes: backbone, neck e head (Cao et al., 2025), cujas principais versões e 

contribuições são sintetizadas na Tabela 3. 

Tabela 3 – Comparativo entre versões YOLO 

Versão Ano Principal contribuição 

Yolo v1 2016 Pipeline unificado end-to-end; divisão da imagem em grade com 

predição simultânea de caixas e classes 

YOLOv2 / YOLO9000 2017 Anchor boxes, batch normalization e treinamento conjunto em 

múltiplos datasets 

YOLOv8 2023 Cabeça desacoplada (decoupled head), arquitetura anchor-free 

e atribuição de rótulos alinhada à tarefa 

YOLO11 
2024 Módulo C2PSA (Cross-Stage Partial with Self-Attention) 

inspirado em Transformers e uso de convoluções separáveis em 

profundidade 

Fonte: Adaptado de Cao et al. (2025) e Zaidi et al. (2022). 

 

O paradigma inaugurado pelo YOLO tornou viável a detecção de objetos em 

tempo real utilizando hardware comercial comum (Zaidi et al., 2022), consolidando-se 

como a arquitetura de detecção mais empregada em aplicações industriais e em 

cenários multi-câmera, devido à sua eficiência de inferência (Abbas et al., 2025; 

Munsif et al., 2025). 

2.5 Detectores Baseados em Transformers 

A Non-Maximum Suppression (NMS) é uma técnica de pós-processamento 

empregada para eliminar caixas redundantes entre detecções vizinhas com 

pontuações similares (Figura 3). Em geral, seleciona-se a caixa de maior pontuação 
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e removem-se as adjacentes cujo Intersection over Union (IoU) exceda um limiar 

predefinido (Diwan; Anirudh; Tembhurne, 2023). Embora tenha sido peça padrão dos 

detectores por mais de duas décadas, a NMS apresenta desvantagens: a caixa de 

maior pontuação pode não ser a melhor representante do objeto, pode suprimir 

objetos próximos em cenas densas, depende de limiares ajustados manualmente e 

não é diferenciável, o que impede um treinamento end-to-end completo (Lu et al., 

2025). 

Figura 3 – NMS  

 

Fonte: Adaptado de Diwan; Anirudh; Tembhurne (2023). 

Em 2020, Carion et al. (2020) propuseram o DETR (DEtection TRansformer), 

que reformulou a detecção como um problema de predição direta de conjuntos (set 

prediction), divergindo das abordagens baseadas em CNN (Cao et al., 2025). O 

modelo emprega correspondência bipartida entre as saídas do decodificador 

Transformer e os objetos de referência, dispensando caixas de âncora e a NMS. 

A versão inicial do DETR apresentava convergência lenta e desempenho 

inferior em objetos pequenos, limitações corrigidas com o lançamento do Deformable 

DETR (Zhu et al., 2021) com atenção deformável focada em regiões de interesse na 

imagem, e por uma família de variantes (Conditional-DETR, DAB-DETR, DN-DETR, 
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DINO, RT-DETR) que aceleraram a convergência e elevaram a acurácia (Cao et al., 

2025). O RT-DETR foi o primeiro detector baseado em Transformer em tempo real, 

competindo com detectores YOLO de escala comparável. 

Essa mudança alcançou também os detectores convolucionais. Em 2024, o 

YOLOv10 tornou-se o primeiro da família YOLO a eliminar a NMS, adotando 

atribuições duais consistentes durante o treinamento (Wang et al., 2026). O 

movimento é relevante para sistemas multi-câmera, nos quais a redução de latência 

por câmera impacta a viabilidade de processamento sincronizado em tempo real 

(Munsif et al., 2025). A Figura 4 sintetiza a evolução da acurácia dos detectores em 

termos de mAP (%), considerando os benchmarks VOC07, VOC12, COCO mAP@0,5 

e COCO mAP@[0,5:0,95], dos métodos tradicionais aos modelos baseados em 

Transformers, que hoje representam o estado da arte em precisão de detecção (Cao 

et al., 2025). 

Figura 4 – Melhora na acurácia em detecção de objetos 

 

Fonte: Cao et al. (2025). 

A trajetória descrita representa o estado da arte em sistemas monoculares. 

Contudo, a projeção bidimensional a partir de um único ponto de vista impõe 

limitações geométricas: objetos ocluídos, pontos cegos e ambiguidades de 
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profundidade permanecem irresolvíveis em uma única perspectiva (Yang; Chung; 

Jang, 2026). Superar essas limitações exige uma mudança de paradigma — em vez 

de aprimorar o detector monocular, adicionar perspectivas complementares ao 

sistema. Nesse contexto emergem as arquiteturas de Multi-View Classification (MVC), 

tema central desta revisão e apresentado na seção 4. 

2.6 Conjuntos de Dados (Datasets) 

Os conjuntos de dados constituem peça fundamental para o desenvolvimento 

de detectores, fornecendo material em larga escala para treinamento supervisionado, 

validação de hiperparâmetros e avaliação comparativa em condições padronizadas 

(Zou et al., 2023). 

Entre os principais benchmarks monoculares, destacam-se o PASCAL VOC 

(Everingham et al., 2010) nas versões VOC2007 (~10 mil imagens, 20 categorias) e 

VOC2012 (~22 mil imagens, anotações ampliadas); o ILSVRC (Russakovsky et al., 

2015), com 1,2 milhão de imagens e 1.000 categorias para classificação em larga 

escala; e o MS-COCO (Lin et al., 2014), com ~330 mil imagens naturais, 80 categorias 

e 1,5 milhão de instâncias anotadas em cenas complexas, tornando-se o padrão de 

fato para avaliação de detectores modernos (Cao et al., 2025). 

No contexto de sistemas multi-câmera, conjuntos específicos foram 

desenvolvidos com câmeras sincronizadas e anotações cruzadas entre vistas. O 

DukeMTMC (Ristani et al., 2016) reúne 8 câmeras externas com 85 minutos de vídeo 

a 60 fps e 2.834 identidades para reidentificação de pedestres. O WILDTrack 

(Chavdarova et al., 2018) conta com 7 câmeras em espaço público, focado em 

rastreamento em ambiente não controlado. 

O MEVID (Davila et al., 2023) abrange vídeos multi-view de longa duração para 

reidentificação de pessoas. O NTU RGB+D (Liu et al., 2020) dispõe de até 106 pontos 

de vista com imagens RGB e de profundidade, voltado ao reconhecimento de 120 

classes de ações humanas. O MultiviewX (Hou; Zheng; Gould, 2020) é um conjunto 

sintético com 6 câmeras calibradas para detecção de pedestres em cenários com alto 

grau de oclusão. Esses conjuntos viabilizam o treinamento e a avaliação de tarefas 
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como rastreamento e reidentificação inter-câmera (Amosa et al., 2023). 

2.6 Métricas de avaliação 

A avaliação de detectores apoia-se em métricas que capturam a qualidade da 

classificação e a precisão da localização espacial. A Intersection over Union (IoU) 

exemplificada na Figura 5, quantifica a sobreposição entre a caixa predita e a de 

referência pela razão entre as áreas de interseção e de união; uma detecção é 

considerada correta quando o IoU excede um limiar pré-definido, sendo 0,5 o valor 

mais adotado (Padilla; Netto; Da Silva, 2020). 

Figura 5 – IoU  

 
Fonte: Diwan; Anirudh; Tembhurne (2023). 

Dessa classificação binária derivam os conceitos de true positive (TP), false 

positive (FP) e false negative (FN), que sustentam o cálculo de precisão e recall, 

mostradas na Tabela 4 (Padilla; Netto; Da Silva, 2020). 

Tabela 4 – Matriz de confusão 

 VALOR PREDITO 

SIM NÃO 

 
 

 
REAL 

SIM Verdadeiro positivo 

(TP) 

Falso negativo 

(FN) 

NÃO Falso positivo 

(FN) 

Verdadeiro negativo 

(TN) 

Fonte: Adaptado de Zaidi et al. (2022). 
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O F1-score corresponde à média harmônica entre precisão e recall, oferecendo 

um valor único quando há interesse em equilibrar as duas medidas, sobretudo em 

cenários com classes desbalanceadas (Padilla; Netto; Da Silva, 2020). Já a Average 

Precision (AP) sintetiza essa relação pela área sob a curva precisão versus recall, 

podendo ser calculada por interpolação em 11 pontos, como proposto pelo PASCAL 

VOC (Everingham et al., 2010), ou pela interpolação sobre todos os pontos, variante 

adotada por desafios subsequentes (Padilla; Netto; Da Silva, 2020). 

A precisão, recall e o F1 Score podem ser calculados conforme Zaidi et al. 

(2022): 

𝑃𝑟𝑒𝑐𝑖𝑠ã𝑜 =  
𝑇𝑃

𝑇𝑃 + 𝐹𝑃
 

(1) 

𝑅𝑒𝑐𝑎𝑙𝑙 =  
𝑇𝑃

𝑇𝑃 + 𝐹𝑁
 

(2) 

𝐹1 𝑆𝑐𝑜𝑟𝑒 = 2 ×
𝑃𝑟𝑒𝑐𝑖𝑠ã𝑜 × 𝑅𝑒𝑐𝑎𝑙𝑙

𝑃𝑟𝑒𝑐𝑖𝑠ã𝑜 + 𝑅𝑒𝑐𝑎𝑙𝑙
 

(3) 

 

2.7 Arquiteturas de Aprendizado Profundo para Múltiplas Câmeras 

A Multi-View Classification (MVC) consiste em categorizar instâncias em 

classes predefinidas a partir de informações provenientes de múltiplas perspectivas. 

Diferentemente dos sistemas de visão única, que dependem de uma única projeção 

bidimensional (2D), a abordagem multi-view integra evidências complementares 

capturadas sob diferentes ângulos, conferindo maior robustez frente a oclusões, 

variações de iluminação e ambiguidades geométricas (Perez Soler et al., 2025; Yang; 

Chung; Jang, 2026). 

Berahmand et al. (2025) descrevem o processo em três etapas: (i) aprendizado 

de características, em que representações discriminativas são extraídas de cada 

vista; (ii) integração de vistas, que combina as informações entre perspectivas; e (iii) 

classificação, na qual o rótulo final é atribuído à instância, conforme ilustrado na 

Figura 6. 
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Figura 6 – Etapas do Multi-View Classification 

Fonte : Berahmand et al. (2025). 

Yu et al. (2025) categorizam o aprendizado multi-view em quatro grupos: 

classificação supervisionada, classificação semi-supervisionada, agrupamento e 

agrupamento semi-supervisionado. Na vertente supervisionada, foco desta revisão, o 

objetivo é aprender representações que explorem tanto o consenso quanto a 

complementaridade entre as vistas para maximizar a acurácia de classificação (Yu et 

al., 2025). 

Quando as câmeras ocupam posições fixas e conhecidas, as imagens são 

capturadas a partir de um conjunto predefinido de pontos de vista (por exemplo, 

frente, lateral e traseira), garantindo número e angulação constantes entre amostras; 

tal arranjo se distingue dos cenários não estruturados (unstructured), nos quais as 

vistas provêm de posições arbitrárias e variáveis (Black; Souvenir, 2024). 

2.8 Tipos de fusão em multi-view classification 

A estratégia de fusão define como as informações provenientes das diferentes 

vistas são integradas ao longo do pipeline de classificação. Berahmand et al. (2025) 

e Black e Souvenir (2024) caracterizam quatro abordagens principais: fusão 

antecipada (early fusion), fusão tardia (late fusion), fusão por pontuação (score fusion) 

e fusão híbrida (hybrid fusion). Cada abordagem apresenta compensações 

específicas quanto ao nível de abstração em que a integração ocorre, à capacidade 

de capturar interações entre vistas e ao custo computacional (Yu et al., 2025). A 

Figura 7 sintetiza essas quatro estratégias de forma esquemática. 



Conhecimento Interativo, (ISSN 1809-3442), V. 20, N. 1, p. 49-81, jan/jun 2026 

 
 

    Indústria Sustentável e Formação em Engenharia 

 
 

64 

Figura 7 – Representação de etapas de fusão de features

 
Fonte: Adaptado de Black e Souvenir (2024). 

 

Na fusão antecipada, os dados brutos ou mapas de características de baixo 

nível de cada vista são concatenados antes do processamento profundo, permitindo 

que o modelo trate o conjunto fundido como entrada única. Yu et al. (2025) observam 

que essa abordagem pressupõe contribuição equivalente entre vistas e treina um 

único modelo com função objetivo conjunta. Sua principal vantagem é permitir o 

aprendizado de interações entre vistas desde as camadas iniciais. Entretanto, como 

a fusão ocorre antes da extração de características discriminativas, informações 

irrelevantes podem ser incorporadas prematuramente, diluindo os atributos relevantes 

(Yang; Chung; Jang, 2026). 

Na fusão tardia, características de alto nível são aprendidas de forma 

independente para cada vista e combinadas apenas nos estágios finais do pipeline 

(Black; Souvenir, 2024). A integração pode ocorrer por concatenação simples (Wang 
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et al., 2026), pooling (Su et al., 2015), grafos (Wei; Yu; Sun, 2020) ou Transformers. 

Yu et al. (2025) destacam a analogia com aprendizado por ensemble, em que 

modelos especializados por vista têm suas predições combinadas por média, votação 

ou stacking. A vantagem reside na especialização independente de cada vista, sem 

contaminação cruzada; a limitação é a perda de interações de baixo nível entre 

perspectivas. 

Caracterizada por Black e Souvenir (2024) como uma forma extrema de fusão 

tardia, a fusão por pontuação atribui um classificador completo a cada vista e combina 

suas distribuições de probabilidade elemento a elemento para produzir a predição 

final. Yang, Chung e Jang (2026) descrevem essa combinação por meio de pooling 

das distribuições de classe ou de modelos probabilísticos — como a distribuição de 

Dirichlet (Yang; Chung; Jang, 2026) —, que incorporam incerteza ao processo. A 

distinção em relação à fusão tardia convencional reside no grau de independência 

entre os modelos: enquanto a fusão tardia pode combinar características antes da 

camada classificadora, a fusão por pontuação opera exclusivamente sobre as saídas 

finais de classificadores independentes. 

A fusão híbrida integra elementos das estratégias anteriores, combinando 

ramos de processamento independentes por vista com módulos adicionais que 

modelam interações entre vistas e aumentam a consistência das predições 

(Berahmand et al., 2025). Essa abordagem busca preservar a especialização de cada 

vista, ao mesmo tempo em que captura interações classe a classe e vista a vista, 

frequentemente ausentes em fusões puramente independentes. A Figura 8 

exemplifica essa estratégia por meio da arquitetura proposta por Yang, Chung e Jang 

(2026), na qual duas vistas (I₁ e I₂) são processadas por CNNs com pesos 

compartilhados, fundidas antes dos Transformers e otimizadas conjuntamente por 

funções de perda de imagem única, multi-imagem e destilação mútua entre vistas. 
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Figura 8 — Arquitetura de fusão híbrida com destilação mútua entre vistas 

 
Fonte: Adaptado de Yang, Chung e Jang (2026). 

 

3 METODOLOGIA 

Esta revisão sistemática da literatura seguiu as diretrizes do PRISMA 2020 

(PAGE et al., 2021), com protocolo previamente definido quanto à questão de 

investigação, bases consultadas, estratégia de busca, critérios de elegibilidade e 

procedimentos de triagem e extração. 

3.1 Questão de Investigação 

A questão central foi estruturada com base na estratégia PICO (PAGE et al., 

2021), adaptada ao contexto de ciências da computação e engenharia de sistemas, 

conforme detalhado na Tabela 5: 

"Quais arquiteturas de aprendizado profundo têm sido utilizadas para detecção de objetos 

em sistemas de visão com múltiplas câmeras" 

Tabela 5 – Estrutura PICO da questão de investigação 

Elemento Descrição Aplicação nesta revisão 

P – Contexto Domínio de aplicação Sistemas industriais com múltiplas câmeras: 

esteiras, linhas de produção e inspeção de 

qualidade 

I – Intervenção Tecnologia avaliada CNNs, família YOLO, Transformers (DETR, ViT), 

arquiteturas híbridas e sistemas end-to-end 
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C – Comparação Alternativas Fusão tardia vs. precoce; detectores 

monoculares vs. multi-câmera; YOLO vs. 

Transformers 

O – Desfecho Métricas de avaliação mAP, AP@IoU 0,5–0,95, FPS, precisão, 

revocação e F1-score 

Fonte: Autores (2026). 

 

3.2 Estratégia de Busca 

As buscas foram executadas em maio de 2026 na base ScienceDirect, adotada 

como fonte primária por sua abrangência na área de visão computacional e 

aprendizado profundo. Durante o processo, identificou-se que parte dos artigos 

retornados exigia pagamento para acesso ao texto completo, o que inviabilizaria sua 

leitura e eventual inclusão na revisão. Diante dessa limitação, optou-se por buscar os 

mesmos artigos em bases complementares de acesso aberto SpringerLink, Wiley 

Online Library e IET Digital Library, priorizando, nesses casos, as versões disponíveis 

sem restrição. 

Esse critério, embora não previsto no protocolo inicial, foi adotado de forma 

sistemática ao longo de toda a etapa de busca, garantindo que a seleção dos artigos 

fosse determinada pela relevância temática e não pela disponibilidade de acesso.  

Os termos foram organizados em blocos temáticos derivados do PICO, 

combinados por operadores booleanos: 

("deep learning" OR "convolutional neural network" OR CNN OR "vision transformer" OR ViT) 

AND ("multi-view classification" OR "cross-view" OR "multi-camera" OR "multiple cameras") 

AND ("object detection" OR "object recognition" OR "visual inspection") 

Cada base recebeu adaptações nos operadores conforme suas características 

técnicas. Após aplicação dos filtros de aderência temática e leitura preliminar dos 

títulos, foram separados 56 artigos para a etapa de triagem. 

3.3 Critérios de Elegibilidade 

O período de cobertura foi definido entre 2015 e 2026, abrangendo publicações 
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recentes sobre detectores baseados em aprendizado profundo. A Tabela 6 sintetiza 

os critérios adotados. 

Tabela 6 – Critérios de elegibilidade 

Dimensão Inclusão Exclusão 

Tema Arquiteturas de aprendizado profundo 

para detecção de objetos em sistemas 

mono ou multi-câmera 

Estudos sem detecção de objetos 

ou sem aprendizado profundo 

como abordagem central 

Contexto Aplicações industriais, inspeção visual, 

linhas de produção ou vigilância multi-

câmera 

Domínios clínicos, biológicos ou 

sem relação com contexto 

industrial 

Tipo de estudo Artigos experimentais, comparativos e 

revisões com avaliação quantitativa 

Editoriais, resumos sem texto 

completo e artigos de opinião 

Período 2022–2026 Publicações anteriores a 2022, 

exceto marcos fundadores 

Idioma Inglês e português Demais idiomas 

Métricas Ao menos uma métrica quantitativa: 

mAP, AP, FPS, precisão, revocação ou 

F1 

Ausência de avaliação empírica de 

desempenho 

Fonte: Os autores (2026). 

3.4 Triagem, Seleção e Extração dos Dados 

A partir dos 56 artigos identificados, nenhum duplicado foi detectado. Na 

triagem por títulos, resumos e palavras-chave, 18 artigos foram excluídos por não 

apresentarem aderência ao tema, por não abordarem sistemas multivisão, 

arquiteturas de aprendizado profundo para detecção de objetos ou contexto industrial. 

 Os 38 artigos restantes foram submetidos à leitura completa e todos 

atenderam aos critérios de inclusão, compondo o corpus elegível da revisão. Destes, 

10 estudos foram selecionados para extração de dados e análise comparativa 

aprofundada, por apresentarem arquitetura, estratégia de fusão e métricas de 

avaliação claramente reportadas e diretamente relacionadas à questão de 

investigação; os demais 28 artigos compuseram a fundamentação teórica e 

contextual da revisão (Seção 2). 

A extração de dados foi apoiada pelo Mendeley e compreendeu: título, autores, 
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ano, base de origem, objetivo, arquitetura utilizada, contexto de aplicação, 

configuração de câmeras, métricas reportadas, contribuições e limitações apontadas 

pelos autores. A análise foi conduzida de forma qualitativa, priorizando estudos com 

relação direta à questão de investigação e permitindo uma base comparativa entre as 

arquiteturas identificadas na literatura. 

 

4 APRESENTAÇÃO E DISCUSSÃO DOS RESULTADOS 
 

A literatura revisada converge para uma arquitetura de três etapas sequenciais: 

detecção, fusão de representações e classificação. Essa estrutura segue os trabalhos 

estudados, com graus diferentes de implementação entre eles. 

Um aspecto central que diferencia os trabalhos é a relação entre as diferentes 

vistas: em alguns sistemas, cada câmera resolve uma tarefa diferente e 

independente, de modo que a fusão agrega resultados de especialistas paralelos. Em 

outros, todas as câmeras observam o mesmo objeto com o mesmo objetivo 

classificatório, e a fusão combina perspectivas complementares para responder a 

uma única pergunta. 

O segundo modelo é o que Berahmand et al. (2025) e Yu et al. (2025) 

formalizam como MVC estruturada, sustentada pelos princípios de consenso — em 

que as vistas concordam sobre características compartilhadas — e de 

complementaridade — em que cada vista revela informações que as demais não 

capturam isoladamente. Este modelo é demonstrado nos trabalhos de Zheng et al. 

(2023), Bhavanasi et al. (2025), Perez Soler et al. (2025) e Black e Souvenir (2024). 

No pipeline completo de classificação multi-view, a primeira etapa consiste em 

localizar e recortar o objeto de interesse em cada câmera individualmente. Nesse 

estágio, os modelos de detecção de objetos operam de forma independente sobre 

cada fluxo de câmera, gerando as regiões de interesse que alimentam o módulo de 

fusão. 

A maior parte dos trabalhos teóricos revisados parte de vistas já segmentadas 



Conhecimento Interativo, (ISSN 1809-3442), V. 20, N. 1, p. 49-81, jan/jun 2026 

 
 

    Indústria Sustentável e Formação em Engenharia 

 
 

70 

ou pré-renderizadas, omitindo a etapa de detecção. Su et al. (2015), Qi et al. (2016) 

e Wei, Yu e Sun (2020) utilizam projeções de modelos tridimensionais, enquanto 

Black e Souvenir (2024) e Yang, Chung e Jang (2026) avaliam conjuntos onde as 

imagens já correspondem à região de interesse. 

 Zheng et al. (2023) representam o caso mais explícito e mensurável desse 

estágio, com o Faster R-CNN com backbone ResNet-50 aplicado de forma 

independente a cada imagem bruta capturada pela plataforma multi-câmera, gerando 

caixas delimitadoras com scores de confiança para cada detecção em cada vista 

separadamente. Bhavanasi et al. (2025) capturam vistas de peças metálicas em braço 

robótico calibrado, e Perez Soler et al. (2025) extraem silhuetas geométricas a partir 

de câmeras fixas com posições conhecidas. Kulkarni, Jha e Kachhoria (2026) tornam 

a detecção ainda mais explícita, aplicando o detector YOLOv8 para localizar 

componentes e segmentar defeitos com 11 câmeras sincronizadas. 

Em aplicações de early fusion, destaca-se o trabalho de Bhavanasi et al. 

(2025). O modelo proposto MV-UNet emprega um T-block baseado em homografia 

para alinhar espacialmente os mapas de características de câmeras calibradas antes 

da fusão, transformando perspectivas distintas em um espaço de referência comum. 

O sistema obtém F1 = 0,942 na detecção de defeitos em placas metálicas, superando 

variantes de fusão tardia (F1 = 0,936) e classificação monocular (F1 = 0,901) nas 

mesmas condições.  

Qi et al. (2016) exploram variante da fusão antecipada em domínio 3D com o 

MVCNN-MultiRes, combinando renderizações multi-resolução antes do 

processamento convolucional profundo e atingindo 93,8% no ModelNet40.  

Dentre as abordagens de early fusion analisadas, o alinhamento geométrico 

prévio via homografia mostrou-se o diferencial mais relevante, sendo especialmente 

adequado a cenários industriais com câmeras fixas e calibradas, onde a 

transformação entre vistas é determinística e estável. 

Em aplicações de late fusion, Su et al. (2015) apresentam o MVCNN, que aplica 

uma CNN compartilhada a cada vista e realiza view-pooling elemento a elemento 
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antes de uma segunda CNN de classificação, atingindo 90,1% no ModelNet40. Wang 

et al. (2015) estendem a fusão tardia ao contexto multimodal com o MMSS, mantendo 

redes separadas por modalidade e extraindo tanto características compartilhadas 

quanto específicas, atingindo 88,5% no RGB-D Object Dataset.  

Wei, Yu e Sun (2020) incorporam estrutura relacional entre vistas com o View-

GCN (Graph Convolutional Network), onde as vistas são nós de um grafo com 

arestas por proximidade no espaço de câmeras, atingindo 97,6% no ModelNet40. 

Zheng et al. (2023) elevam a acurácia global de detecção de 76,28% para 96,98% em 

flores, de 71,64% para 99,09% em frutos imaturos e de 69,81% para 97,17% em frutos 

maduros, quantificando diretamente o ganho do princípio de complementaridade.  

Dentre as abordagens de late fusion, o View-GCN demonstrou o maior ganho 

ao incorporar relações estruturais entre vistas por meio de grafos, aspecto ausente 

nas demais arquiteturas dessa categoria. 

Em trabalhos baseados em score fusion, Kulkarni, Jha e Kachhoria (2026) 

adotam max-pooling sobre os scores de confiança das câmeras, onde o score final 

de cada tarefa é o máximo entre os scores produzidos pelas câmeras designadas. 

Destaca-se também o trabalho de Black e Souvenir (2024) que incorpora a fusão por 

pontuação como componente do MV-HFMD, e Yang, Chung e Jang (2026), que 

estendem essa abordagem com ponderação por incerteza, atribuindo menor peso às 

câmeras com maior incerteza na predição.  

A score fusion mostrou-se mais adequada a sistemas com câmeras 

especializadas em tarefas distintas, nos quais a independência entre os 

classificadores é uma vantagem, não uma limitação. 

Buscando aproveitar as vantagens de cada estratégia, os trabalhos mais 

recentes combinam dois ou mais mecanismos em seu pipeline (Berahmand et al., 

2025). Black e Souvenir (2024) propõem o MV-HFMD, combinando late fusion com 

score fusion e destilação mútua, superando abordagens especializadas em conjuntos 

médicos (CheXpert), forenses (Hotels-8k) e geográficos (GLDv2).  

Yang, Chung e Jang (2026) levam essa direção adiante com o HMDMV, 
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adotando backbone híbrido CNN-Transformer com pesos compartilhados e destilação 

mútua hierárquica, superando o MV-HFMD em 3,48 pontos percentuais. Perez Soler 

et al. (2025) propõem o VCFF, combinando descritores de Fourier com Dynamic Time 

Warping, atingindo AP = 1,0 com oito câmeras fixas em inspeção industrial.  

A fusão híbrida concentrou os melhores resultados entre todos os trabalhos 

revisados, evidenciando que a combinação de estratégias complementares supera 

abordagens isoladas, especialmente quando associada a mecanismos de atenção 

entre vistas. 

Independentemente da estratégia de fusão adotada, o pipeline encerra-se em 

uma etapa de decisão que converte as representações fundidas no resultado final, e 

essa etapa assume formas distintas conforme a arquitetura. Nos sistemas voltados à 

classificação supervisionada, predominam camadas densas seguidas de softmax (Su 

et al., 2015; Wei; Yu; Sun, 2020), classificadores softmax aplicados sobre os tokens 

do Transformer (Black; Souvenir, 2024; Yang; Chung; Jang, 2026) e redes leves como 

a EfficientNet (Kulkarni; Jha; Kachhoria, 2026).  

Nos sistemas de rastreamento, por outro lado, a decisão não é uma 

classificação, mas um agrupamento por similaridade: Zheng et al. (2023) empregam 

o DBSCAN (Density-Based Spatial Clustering of Applications with Noise) para 

associar, entre as vistas, as detecções correspondentes a um mesmo objeto. A 

Tabela 7 sintetiza os principais trabalhos revisados, organizados por estratégia de 

fusão. 

Tabela 7 – Comparativo dos trabalhos revisados 
 

 

Trabalho Arquitetura Fusão Dataset 

Su et al. (2015) MVCNN Tardia ModelNet40 

Qi et al. (2016) MVCNN-MultiRes Antecipada ModelNet40 

Wang et al. 
(2015) 

MMSS Híbrida RGB-D Object 
Dataset 
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Wei; Yi; Sun 
(2020) 

View-GCN Tardia ModelNet40 

Zheng et al. 
(2023) 

Faster R-CNN + 
FaceNet 

Tardia Agrícola 

Bhavanasi et al. 
(2025) 

MV-UNet Antecipada Placas metálicas 

Kulkarni et al. 
(2026) 

YOLOv8 + EfficientNet Pontuação Inspeção veicular 

Perez Soler et al. 
(2025) 

VCFF Híbrida Inspeção industrial 

Black; Souvenir 
(2024) 

MV-HFMD Híbrida CheXpert/Hotels-
8k/GLDv2 

Yang et al. (2026) HMDMV Híbrida Múltiplos 

Fonte: Autores (2026). 

Esses padrões reforçam que a escolha da estratégia de fusão deve acompanhar a 

relação entre as vistas, especialistas paralelos favorecem fusões simples, como a por 

pontuação, enquanto vistas complementares exigem mecanismos capazes de explorar 

relações inter-vista, como destacado pela fusão híbrida. A fusão híbrida concentra os 

melhores resultados, e a incorporação de Transformers como backbone compartilhado (Yang; 

Chung; Jang, 2026) ou mecanismo de atenção inter-vista (Wei; Yu; Sun, 2020) representa o 

vetor de maior impacto recente. 

Em resposta à questão de investigação — quais arquiteturas de aprendizado profundo 

têm sido utilizadas para detecção de objetos em sistemas de visão com múltiplas câmeras 

—, os trabalhos revisados evidenciam que não existe uma arquitetura universalmente 

superior. CNNs com backbones como ResNet e VGG predominam na extração de 

características, enquanto detectores da família YOLO lideram nas aplicações industriais pela 

eficiência de inferência. Arquiteturas baseadas em Transformers emergem como tendência, 

sobretudo em sistemas que exigem modelagem de dependências globais entre vistas. 

A estratégia de fusão híbrida, associada a mecanismos de destilação mútua e atenção 

cruzada entre vistas, concentra os melhores resultados recentes, indicando que a 

convergência entre paradigmas convolucionais e baseados em atenção representa a direção 
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mais promissora para sistemas multi-câmera estruturados. 

 

5 CONSIDERAÇÕES FINAIS 
 

Este trabalho identificou, por meio de revisão sistemática conduzida segundo 

o PRISMA 2020, as arquiteturas de aprendizado profundo aplicadas à classificação 

cross-view em sistemas multi-câmera com vistas estruturadas. Foram selecionados 

dez estudos publicados entre 2015 e 2026, analisados em três eixos: arquiteturas, 

estratégias de fusão e contextos de aplicação. 

As arquiteturas identificadas dividem-se em três grupos: backbones 

convolucionais com fusão entre vistas (MVCNN, MVCNN-MultiRes, MMSS, MV-

UNet), arquiteturas baseadas em grafos (View-GCN) e arquiteturas híbridas CNN-

Transformer (MV-HFMD, HMDMV, VCFF). As híbridas concentraram os melhores 

resultados nos trabalhos recentes. 

Quanto à fusão, a tardia predominou nos estudos mais antigos da amostra, 

como em Su et al. (2015), Wei; Yu; Sun (2020) e Zheng et al. (2023), pela 

compatibilidade com infraestruturas existentes. A antecipada apareceu em Qi et al. 

(2016) e Bhavanasi et al. (2025), mostrando-se vantajosa quando há câmeras 

sincronizadas e alinhamento geométrico conhecido, condição que permite alinhar as 

vistas antes da extração de características. 

 A híbrida, presente em Wang et al. (2015), Black e Souvenir (2024), Perez 

Soler et al. (2025) e Yang, Chung e Jang (2026), concentrou os melhores resultados 

recentes; mecanismos de atenção cruzada (cross-attention) e codificações 

posicionais de câmera surgem nesses trabalhos como a direção mais promissora. 

Contudo,não existe arquitetura universalmente superior para sistemas multi-

câmera. A diversidade de domínios, configurações de câmeras e conjuntos de dados 

exige que a escolha seja orientada pelos requisitos do cenário,como latência,acurácia, 

infraestrutura computacional e disponibilidade de dados anotados em múltiplas vistas. 
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Para trabalhos futuros, recomenda-se: (i) curadoria de datasets multi-câmera 

para inspeção industrial; (ii) investigação de Transformers com atenção cruzada em 

cenários de alta velocidade, comparando-os às variantes YOLO; (iii) desenvolvimento 

de protocolos de benchmark com métricas de acurácia, latência e robustez; e (iv) 

exploração de transferência de aprendizado e few-shot learning para reduzir a 

dependência de grandes volumes de dados. 
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